
Whitepaper – Künstliche Intelligenz

Zukunft gestalten

KI-Agenten in der Praxis
Wie Unternehmen Fragmentierung überwinden 

und Wissen nutzbar machen
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Aus Gründen der besseren Lesbarkeit wird bei Personenbezeichnungen und personenbezogenen 

Hauptwörtern die männliche Form verwendet. Entsprechende Begriffe gelten im Sinne der Gleich-

behandlung grundsätzlich für alle Geschlechter. Die verkürzte Sprachform beinhaltet keine Wertung.
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Unternehmen stehen heute vor zwei parallelen 

Herausforderungen: Ihre Systemlandschaften 

sind historisch gewachsen und fragmentiert, 

und der Einsatz von KI-Agenten zur Bewälti-

gung dieser Fragmentierung erfordert neue 

Ansätze der Qualitätssicherung. Klassische 

Integrationsstrategien stoßen an ihre Grenzen, 

wenn Anwender zwischen Portalen, Daten-

banken und Dokumentensammlungen wech-

seln müssen, um eine einzige Aufgabe zu erle-

digen. KI-Agenten bieten hier einen neuen 

Weg: Sie fungieren als intelligente Schnittstelle, 

die heterogene Systeme verbinden und Nutzern 

einen einheitlichen, natürlichsprachlichen Zu-

gang ermöglicht.

Dieses Whitepaper beleuchtet drei zentrale 

Facetten dieses Ansatzes:

• Integration heterogener Systeme:

Am Beispiel eines öffentlichen Bildungs-

instituts zeigt der erste Abschnitt, wie KI-

Agenten über das Model Context Protocol 

(MCP) als Integrationsschicht zwischen 

Bildungsportalen fungieren und drei Inter-

aktionsmuster — Chat, Co-Editing und 

Delegation — realisieren.

• Wissensbasierte Kundenberatung:

Der zweite Abschnitt demonstriert am 

Beispiel eines mittelständischen Werk-

zeugherstellers, wie ein RAG-basierter 

KI-Agent fragmentiertes Produktwissen 

aus PIM-Systemen, FAQ-Datenbanken 

und Handbüchern in einer natürlich-

sprachlichen Schnittstelle vereint und 

dabei Produktberatung, technischen Sup-

port und intelligente Eskalation abdeckt.

• Systematische Qualitätssicherung:

Der dritte Abschnitt stellt eine Evaluations-

Pipeline vor, die mit LLM-as-Judge-Be-

wertung, drei komplementären Daten-

sätzen und einem geschlossenen Regres-

sions-Kreislauf die Antwortqualität eines 

KI-Agenten kontinuierlich und nachvoll-

ziehbar sicherstellt.

Jeder Abschnitt ist eigenständig lesbar, doch 

zusammen ergeben sie ein Gesamtbild: von 

der Architekturentscheidung über den pro-

duktiven Einsatz bis zur systematischen 

Qualitätssicherung.

Die Integration heterogener Systeme stellt 

Unternehmen vor wachsende Herausforderun-

gen. Anwender müssen zwischen verschiede-

nen Portalen und Anwendungen wechseln, um 

ihre täglichen Aufgaben zu erledigen, ein Pro-

duktivitätskiller, der sich durch die Fragmen-

tierung von Softwarelandschaften weiter ver-

schärft.

KI-Agenten und das Model Context Protocol 

(MCP) bieten einen innovativen Lösungsan-

satz: KI-Agenten fungieren als intelligente 

Integrationsschicht, die spezialisierte Tools 

koordinieren und Nutzern eine einheitliche, 

natürlichsprachliche Schnittstelle zu ihren 

Systemen bieten.

Am Beispiel eines öffentlichen Bildungsinsti-

tuts zeigt dieser Abschnitt, wie KI-Agenten 

erfolgreich zur Integration von Bildungsporta-

len eingesetzt werden können. Das Projekt de-

monstriert das Potenzial dieser Technologie 

für Unternehmen aller Branchen, die vor ähnli-

chen Integrationsherausforderungen stehen.

Moderne Unternehmen und Organisationen 

betreiben typischerweise eine Vielzahl spezia-

lisierter Systeme, die historisch gewachsen 

und technisch nicht miteinander verbunden 

sind. Anwender sehen sich mit folgenden Pro-

blemen konfrontiert:

• Systemwechsel: Für zusammenhängende 

Aufgaben müssen mehrere Anwendungen 

geöffnet und manuell Informationen 

übertragen werden.

• Wissensverlust: Informationen sind über 

Systeme verteilt und schwer auffindbar.

• Zeitaufwand: Manuelle Recherche und 

Zusammenführung von Daten kostet 

wertvolle Arbeitszeit.

• Inkonsistenzen: Ohne Integration entste-

hen leicht Dateninkonsistenzen zwischen 

Systemen.

Konkretes Beispiel: Bildungsportale

Das Institut betreibt unter anderem folgende 

Plattformen für den deutschen Bildungs-

bereich:

Lehrkräfte, die eine Unterrichtsstunde 

vorbereiten möchten, müssen bisher:

1. Im Lehrplan die relevanten Kompetenzen 

recherchieren

2. In der Mediathek passende Materialien 

suchen

Was ist das Model Context Protocol?

Das Model Context Protocol (MCP) ist ein 

offener Standard, der die Kommunikation zwi-

schen KI-Modellen und externen Datenquellen 

bzw. Tools standardisiert. Entwickelt von An-

thropic und als Open-Source-Standard veröf-

fentlicht [1], ermöglicht MCP:

• Modulare Tool-Integration: Jedes System 

wird über einen eigenen MCP-Server an-

gebunden

• Standardisierte Schnittstellen: Einheitli-

che Kommunikation unabhängig vom Ziel-

system

• Flexible Erweiterbarkeit: Neue Systeme 

können ohne Änderung der Kernarchitektur 

hinzugefügt werden

Funktionsweise eines KI-Agenten

1. Anfrage verstehen: Der Anwender stellt 

eine Frage in natürlicher Sprache

2. Tools auswählen: Der Agent entscheidet, 

welche MCP-Server für die Anfrage rele-

vant sind

3. Tools aufrufen: Die entsprechenden MCP-

Server werden mit strukturierten Anfra-

gen angesprochen

4. Ergebnisse kombinieren: Der Agent setzt 

die einzelnen Ergebnisse zu einer passen-

den Antwort zusammen

5. Aktion ausführen: Bei Bedarf werden Akti-

onen wie Dateneingaben oder Exporte 

durchgeführt

Portal Funktion

Lehrplan-

Datenbank

Curriculare Vorgaben aller 

Bundesländer

Mediathek
Bildungsmedien: Videos, 

Arbeitsblätter, interaktive Inhalte

Executive Summary

1.  KI-Agenten für die Bildung
1.1. Integration heterogener Portale durch      
MCP-Server

1.2. Heterogene Systemlandschaften

1.3. MCP-Server und KI-Agenten
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1.4. Drei Interaktionsmuster für KI-Agenten

1.5. Architektur im Überblick

Das Projekt hat drei grundlegende Interaktionsmuster erprobt:

Muster Beschreibung Beispiel

Chat Natürlichsprachlicher Dialog Fragen stellen, Informationen abrufen

Co-Editing Mensch und KI bearbeiten gemeinsam
Unterrichtsplanung mit bidirektionaler 

Interaktion

Delegation Vollständige Übergabe einer Aufgabe Automatisierte Dokumententransformation

Das klassische Chatbot-Muster ermöglicht 

den natürlichsprachlichen Zugriff auf hetero-

gene Datenquellen:

Lehrkraft: „Was muss ich in Klasse 7 Biologie 

über Fotosynthese unterrichten?”

Agent: Durchsucht Lehrplan-Datenbank → 

Zeigt relevante Kompetenzen und Lernziele

Lehrkraft: „Finde mir passende Videos dazu.”

Agent: Durchsucht Mediathek → Liefert kura-

tierte Medienliste mit Vorschaubildern

Charakteristik: Der Anwender stellt Fragen, 

der Agent antwortet. Die Interaktion ist se-

quenziell und anfrage-basiert. Der Agent wählt 

automatisch die richtigen Tools und kombi-

niert Informationen aus verschiedenen Quellen.

Der Lesson Planner demonstriert ein fortge-

schrittenes Interaktionsmuster: Mensch und 

KI arbeiten gleichberechtigt an einem gemein-

samen Dokument.

Die Lehrkraft gibt ein Thema vor, etwa „Foto-

synthese, Klasse 7, Bayern”. Der Agent recher-

chiert eigenständig Lehrplanbezüge und pas-

sende Medien und befüllt den Unterrichtsplan. 

Die Lehrkraft kann jederzeit manuell eingreifen 

und Anpassungen vornehmen. Weitere Wün-

sche, wie „Füge noch ein Quiz hinzu”, werden 

vom Agenten kontextbezogen umgesetzt.

Kernfunktionen:

• Bidirektionale Interaktion: Sowohl die KI 

als auch die Lehrkraft können den Plan 

bearbeiten

• Kontextbewusstsein: Die KI berücksich-

tigt manuelle Änderungen bei weiteren 

Vorschlägen

• Strukturierte Ausgabe: Lernziele, Aktivitä-

ten und Materialien werden übersichtlich 

dargestellt

Export in Lernmanagementsysteme: Die er-

stellten Unterrichtspläne können direkt als 

Common Cartridge exportiert und in Moodle, 

itslearning oder andere LMS importiert werden.

Charakteristik: Beide Seiten, Mensch und KI, 

können das gemeinsame Artefakt jederzeit 

verändern. Der Agent agiert als Co-Autor, der 

Vorschläge macht und Aufgaben übernimmt, 

während die Lehrkraft die volle Kontrolle behält.

Das dritte Muster geht einen Schritt weiter: 

Der Anwender übergibt eine komplette Aufgabe 

an den Agenten und erhält das fertige Ergebnis.

Content Transformer: Ein Beispiel ist die auto-

matisierte Dokumententransformation. Eine 

Lehrkraft lädt ein bestehendes Dokument 

hoch (z.B. ein Arbeitsblatt), und der Agent:

1. Analysiert den Inhalt und die Struktur

2. Reichert das Dokument mit curricularen 

Bezügen an

3. Sucht passende Medien aus der Mediathek

Charakteristik: Der Anwender definiert das 

Ziel, der Agent führt alle Schritte selbstständig 

aus. Die Interaktion beschränkt sich auf Ein-

gabe und Ergebnisübernahme, ideal für repeti-

tive oder zeitaufwändige Transformationsauf-

gaben.

Die gewählte modulare Architektur trennt 

Verantwortlichkeiten klar und nutzt standardi-

sierte Schnittstellen für die Kommunikation 

zwischen Komponenten. Jeder Agent ist auf 

seine Anwendung optimiert, mit spezifischen 

Prompts, Workflows und Tool-Auswahl.

Abb. 1: Architektur des Bildungsinstituts

Chat: Natürlichsprachliche Systemabfragen

Co-Editing: Gemeinsames Bearbeiten eines Artefakts

Delegation: Vollständige Aufgabenübergabe
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Aspekt Vorteil

Modularität MCP-Server können unabhängig entwickelt und aktualisiert werden

Erweiterbarkeit Neue Systeme integrieren via MCP-Server, neue Anwendungen via Agenten

Wartbarkeit
Änderungen an Zielsystemen erfordern nur Anpassungen 

am jeweiligen MCP-Server

Skalierbarkeit Jede Komponente kann unabhängig skaliert werden

Datensouveränität Daten verbleiben in den Quellsystemen, keine zentrale Datenhaltung

1.6. Fazit

Das Projekt zeigt, wie KI-Agenten und das 

Model Context Protocol heterogene System-

landschaften effektiv integrieren können. 

KI-Agenten fungieren als intelligente Verbin-

dungsebene, die über MCP-Server auf beste-

hende Systeme zugreift, ohne diese verändern 

zu müssen.

Die drei erprobten Interaktionsmuster, Chat, 

Co-Editing und Delegation, decken ein breites 

Spektrum an Anwendungsfällen ab: von der 

einfachen Informationsabfrage über die kolla-

borative Erstellung komplexer Artefakte bis hin 

zur vollautomatischen Aufgabenbearbeitung.

Die modulare Architektur ermöglicht es, so-

wohl neue Datenquellen über MCP-Server als 

auch neue Anwendungen über zusätzliche 

Agenten zu integrieren. Ein Ansatz, der weit 

über den Bildungsbereich hinaus auf jede 

Organisation mit heterogenen Systemland-

schaften übertragbar ist.

Während MCP-Server die Integration auf Sys-

temebene lösen — der Agent setzt Tools ein, 

die auf bestehende Portale zugreifen —, stellt 

sich in vielen Unternehmen eine andere Her-

ausforderung: Nicht die Verbindung zwischen 

Systemen fehlt, sondern der intelligente Zu-

gang zu tiefem Domänenwissen, das über 

Datenbanken, Dokumente und FAQ-Sammlun-

gen verstreut ist. Für diesen Anwendungsfall 

bietet Retrieval-Augmented Generation (RAG) 

den passenden Ansatz, wie das folgende Bei-

spiel aus dem Kundenservice eines Produkt-

Der Hersteller ist ein Unternehmen im Bereich 

Elektrowerkzeuge und Gartengeräte mit meh-

reren tausend Produkten in fünf verschiedenen 

Produktkategorien. Die Herausforderung: Pro-

duktwissen ist über PIM-Systeme, FAQ-Da-

tenbanken und Produkthandbücher verstreut 

und für Kunden wie Mitarbeiter schwer zu-

gänglich.

Ein RAG-basierter KI-Agent (Retrieval-Aug-

mented Generation) vereint diese Wissens-

quellen in einer einzigen, natürlichsprachlichen 

Schnittstelle. Der Agent beherrscht drei zen-

trale Aufgabenbereiche: Produktberatung, 

technischen Support und intelligente Eskalation

an den menschlichen Kundenservice. Dabei 

kommt er in zwei Modi zum Einsatz: als inter-

nes Tool für Mitarbeiter und als externer Chat-

bot für Endkunden im Webshop.

2.  KI-Agenten im Kundenservice
2.1. Intelligente Produktberatung durch Retrieval-
Augmented Generation

2.2. Kundenservice bei einem Produkthersteller

Ein Hersteller mit mehreren tausend Produkten 

in fünf verschiedenen Produktgruppen steht 

vor einem grundlegenden Problem: Für kompe-

tente Beratung wird enormes Produktwissen

benötigt, das in der Praxis über mehrere Sys-

teme verteilt ist.

Drei Schmerzpunkte prägen den Alltag:

• Fragmentiertes Wissen: Produktspezifika-

tionen liegen im PIM-System, Trouble-

shooting-Anleitungen in der FAQ-Daten-

bank und Montage- sowie 

Wartungshinweise in Produkthandbü-

chern. Keine dieser Quellen allein liefert 

ein vollständiges Bild.

• Aufwändige Einarbeitung: Neue Mitarbei-

ter im Kundenservice müssen lernen, in 

welchem System welche Information zu 

finden ist. Die Folge: lange Onboarding-

Zeiten und inkonsistente Antworten.

• Skalierung des Supports: Kunden erwarten 

schnelle, präzise Antworten, doch 

menschlicher Support skaliert nicht mit 

wachsendem Anfragevolumen.

Ein konkretes Beispiel: Ein Kunde fragt: 

„Welcher Rasenmäher passt für meinen 100 m² 

Garten?” Um diese scheinbar einfache Frage 

zu beantworten, muss ein Mitarbeiter Schnitt-

breite, Motorleistung und Gerätetyp verschie-

dener Modelle abwägen, die Verfügbarkeit im 

Shop prüfen, passendes Zubehör identifizie-

ren und bei Akku-Geräten die Kompatibilität 

der Akkuserie klären. Das erfordert den men-

talen Abgleich mehrerer Systeme. Ein zeit-

intensiver Prozess, der bei komplexeren Fragen 

noch aufwändiger wird.

Quelle Inhalt

PIM-System
Produktdaten: Spezifikationen, Preise, Verfügbarkeit, 

Zubehör, Akku-Kompatibilität

FAQ-Datenbank Frage-Antwort-Paare zu Troubleshooting, Nutzung und häufigen Problemen

Produkthandbücher
100+ Dokumente: 

Montageanleitungen, Wartungshinweise, Sicherheitsinformationen

Was ist Retrieval-Augmented Generation?

2.3. RAG-basierte KI-Agenten

Retrieval-Augmented Generation (RAG) kom-

biniert die Sprachfähigkeiten großer Sprach-

modelle (LLMs) mit dem gezielten Abruf exter-

ner Wissensquellen. Das Grundprinzip: Das 

Sprachmodell „weiß” nichts über die Produkte 

des Herstellers. Es ruft stattdessen bei jeder 

Anfrage reale Daten aus Vektordatenbanken ab 

und erstellt daraus eine fundierte Antwort.

Dieser Ansatz löst zwei fundamentale Probleme 

gleichzeitig. Ein reines Sprachmodell ohne ex-

terne Daten neigt zu Halluzinationen: Es gene-

riert plausibel klingende, aber faktisch falsche 

Antworten [3]. Eine reine Suchmaschine hinge-

gen liefert zwar korrekte Treffer, kann diese 

aber nicht zu einer kohärenten, kontextbezo-

genen Antwort zusammenfassen. RAG vereint 

das Beste aus beiden Welten: faktenbasierte 

Antworten in natürlicher Sprache [2].
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Für den Abruf relevanter Informationen setzt 

der Agent auf eine hybride Suchstrategie, die 

zwei Verfahren kombiniert:

• Semantische Suche (Dense Embeddings, 

Jina AI): Versteht die Bedeutung hinter 

einer Anfrage. Die Frage „Gerät zum Holz 

sägen” findet auch Bandsägen und Tisch-

kreissägen, obwohl keines dieser Wörter 

in der Anfrage vorkommt.

• Keyword-Suche (BM42): Liefert präzise 

Treffer für konkrete Begriffe wie Artikel-

nummern oder Modellbezeichnungen wie 

„Modell A”.

Die Kombination beider Verfahren erzielt eine 

höhere Trefferquote als jedes Verfahren allein: 

semantisches Verständnis für offene Fragen, 

Keyword-Präzision für konkrete Produktan-

fragen.

Hybride Suche: Das Beste aus zwei Welten

2.4. Drei Anwendungsbereiche des KI-Agenten
Produktberatung: Von der Frage zum passenden Produkt

Der häufigste Anwendungsfall ist die bedarfs-

gerechte Produktberatung. Kunden beschrei-

ben ihren Anwendungsfall, der Agent übersetzt 

diesen in konkrete Produktempfehlungen.

Beispieldialog:

Kunde: „Welchen Rasenmäher empfehlen 

Sie für einen 100 m² Garten?”

Agent: durchsucht Produktdatenbank mit 

Filtern für Gartengeräte und Rasenmäher → 

empfiehlt drei passende Modelle mit 

Schnittbreite, Motorleistung und Preis

Kunde: „Was ist der Unterschied zwischen 

dem Modell A und dem Modell B?”

Agent: nutzt Vergleichstool → erstellt eine 

Gegenüberstellung beider Modelle mit allen 

relevanten Spezifikationen

Der Agent schlussfolgert dabei aktiv: Aus der 

Gartengrößenangabe leitet er ab, welche 

Schnittbreite und Motorleistung sinnvoll sind, 

prüft die Verfügbarkeit im Shop und kann bei 

Akku-Modellen die Kompatibilität mit vorhan-

denen Akkus klären. Der Hersteller führt drei 

inkompatible Akku-Serien. Ein häufiger Stol-

perstein, den der Agent über ein spezialisier-

tes Tool zur Akku-Kompatibilitätsprüfung ab-

fängt.

Charakteristik: Der Agent kombiniert semanti-

sche Suche mit strukturierten Produktfiltern 

und liefert personalisierte Empfehlungen ba-

sierend auf dem Anwendungsfall des Kunden.

Funktionsweise des KI-Agenten

Der Agent arbeitet nach dem ReAct-Muster 

(Reasoning + Acting) [4]: Er denkt über die An-

frage nach, wählt passende Tools aus, wertet 

die Ergebnisse aus und entscheidet, ob weitere 

Schritte nötig sind. Dabei stehen ihm 15 spezi-

alisierte Tools zur Verfügung, von der Produkt-

suche über FAQ-Abfragen bis zur Handbuch-

Recherche.

Der Ablauf folgt einem strukturierten Prozess:

1. Anfrage verstehen: Der Agent analysiert 

die Kundenfrage und identifiziert den 

Informationsbedarf

2. Tools auswählen: Basierend auf der Analyse 

wählt der Agent die passenden Tools: 

Produktsuche, FAQ-Datenbank, Hand-

buch-Recherche oder Verfügbarkeits-

prüfung

3. Wissen abrufen: Die ausgewählten Tools 

durchsuchen die jeweiligen Vektordaten-

banken und liefern relevante Ergebnisse

4. Antwort synthetisieren: Der Agent kombi-

niert die Ergebnisse zu einer stimmigen, 

deutschsprachigen Antwort

5. Bei Bedarf eskalieren: Erkennt der Agent, 

dass er nicht weiterhelfen kann, leitet er 

die Anfrage an den menschlichen Kunden-

service weiter

Der zweite Anwendungsbereich ist die techni-

sche Unterstützung, von schnellen Trouble-

shooting-Tipps bis zu detaillierten Wartungs-

anleitungen.

Beispieldialog:

Kunde: „Warum kommt weißer Rauch aus 

meinem Benzinrasenmäher?”

Agent: durchsucht FAQ-Datenbank → findet 

Troubleshooting-Eintrag → liefert schritt-

weise Diagnose: Ölstand prüfen, Luftfilter 

kontrollieren, ggf. Vergaser reinigen

Kunde: „Wie lagere ich das Gerät im Winter 

ein?”

Agent: durchsucht Produkthandbuch → fin-

det Abschnitt zur Überwinterung → liefert 

konkrete Anleitung: Kraftstoff ablassen, 

Zündkerze prüfen, trocken lagern

Der Agent durchsucht dabei zwei Wissens-

quellen parallel: Die FAQ-Datenbank für häufig 

gestellte Fragen mit kompakten Antworten 

und die Produkthandbücher für detaillierte, 

produktspezifische Anleitungen. Über die Arti-

kelnummer kann gezielt im Handbuch eines 

bestimmten Produkts gesucht werden oder 

übergreifend in allen verfügbaren Hand-

büchern.

Charakteristik: Der Agent durchsucht sowohl 

FAQ-Datenbank als auch Produkthandbücher 

und liefert kontextbezogene Anleitungen, von 

schnellen Troubleshooting-Tipps bis zu detail-

lierten Wartungsanweisungen.

Produktberatung: Von der Frage zum passenden Produkt

Ein KI-Agent, der seine Grenzen kennt, schafft 

mehr Vertrauen als einer, der auf jede Frage 

eine Antwort versucht. Der dritte Anwen-

dungsbereich ist daher die intelligente Eskala-

tion: die gezielte Übergabe an den menschli-

chen Kundenservice, wenn der Agent nicht 

weiterhelfen kann.

Technisch ist die Eskalation als eigenes Tool 

implementiert, das der Agent selbstständig 

aufrufen kann. Das Sprachmodell entscheidet 

auf Basis seines Kontextverständnisses, wann 

eine Übergabe sinnvoll ist, und wählt dabei 

eine passende Eskalationskategorie:

Intelligente Eskalation: Nahtlose Übergabe an den Kundenservice

Kategorie Beispiel Aktion

Garantieverlängerung „Registrierung für Garantie” Registrierungsformular

Bestellfragen „Wo ist meine Lieferung?” Bestellstatus-Formular

Reklamation „Produkt ist defekt angekommen” Reklamationsformular

Rückgabe „Ich möchte das Gerät zurückgeben” Rückgabe-Formular

Expliziter Wunsch
„Ich möchte mit einem Mitarbeiter 

sprechen”
Allgemeiner Kundenservice

Niedrige Konfidenz
Agent findet nach Tool-Nutzung keine 

Antwort
Allgemeiner Kundenservice
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Dieser Ansatz hat einen entscheidenden Vor-

teil gegenüber regelbasierten Systemen: Der 

Agent erkennt Eskalationsbedarf kontext-

abhängig. Statt auf starre Schlüsselwortlisten 

oder feste Schwellenwerte angewiesen zu 

sein, versteht er die Intention hinter einer An-

frage. Die Aussage „Das Gerät funktioniert 

nicht mehr, ich habe es erst vor zwei Wochen 

gekauft” wird korrekt als Reklamationsfall 

erkannt und an das passende Formular weiter-

geleitet.

Der entscheidende Punkt für das Management:

Der Agent versucht nicht, Garantiefälle, 

Bestellstatus-Anfragen oder Rückgaben selbst 

zu bearbeiten. Er erkennt diese Fälle und leitet 

sie an den richtigen menschlichen Prozess wei-

ter, zuverlässig und ohne Reibungsverluste.

Die Architektur folgt einem klaren Schichten-

prinzip: Eine API-Schicht nimmt Anfragen 

entgegen, die RAG-Pipeline koordiniert den 

Ablauf, der KI-Agent führt Reasoning durch 

und greift über spezialisierte Tools auf die 

Wissensquellen zu. Jeder Tool-Aufruf durch-

sucht die jeweilige Vektordatenbank mit hybri-

der Suche, semantisch über Jina AI Embed-

dings und keyword-basiert über BM42, und 

liefert die relevantesten Ergebnisse an den 

Agenten zurück.

2.5. Architektur im Überblick

Abb 2: Architektur des Werkzeugherstellers

Das System bedient zwei Zielgruppen über 

unterschiedliche Konfigurationen aus einer 

einzigen Codebasis:

Intelligente Eskalation: Nahtlose Übergabe an den Kundenservice

Aspekt Intern (Mitarbeiter) Extern (Kunde)

Zielgruppe Kundenservice-Mitarbeiter Nur „verfügbar” / „nicht verfügbar”

Lagerbestand Exakte Stückzahlen aus dem ERP-System Bestellstatus-Formular

Eskalation
Nicht verfügbar 

(Mitarbeiter ist der Kundenservice)

Übergabe an menschlichen 

Kundenservice

Tools 14 spezialisierte Tools 15 Tools (inkl. Eskalationstool)

Vorteile dieser Architektur

Aspekt Vorteil

Aktualität
Produktdaten werden aus Quellsystemen abgerufen, 

nicht im Modell gespeichert

Erweiterbarkeit Neue Wissensquellen über zusätzliche Vektordatenbanken integrierbar

Nachvollziehbarkeit Jede Antwort basiert auf referenzierbaren Quelldokumenten

Qualitätssicherung Durchgängiges Tracing über Langfuse für Monitoring und Evaluation

2.6. Fazit

Der RAG-basierte KI-Agent zeigt, wie sich 

fragmentiertes Produktwissen, verteilt über 

PIM-System, FAQ-Datenbank und Produkt-

handbücher, in einer einzigen, natürlich-

sprachlichen Schnittstelle vereinen lässt.

Die drei Anwendungsbereiche Produktbera-

tung, technischer Support und intelligente 

Eskalation decken die zentralen Anforderun-

gen im Kundenservice eines Produktherstellers 

ab. Dabei kennt der Agent seine Grenzen: Über 

ein eigenes Eskalationstool erkennt er kontext-

abhängig, wann eine Anfrage menschliches 

Urteilsvermögen erfordert, und leitet sie zu-

verlässig an den Kundenservice weiter.

Durch die zwei Einsatzmodi, intern für Mit-

arbeiter und extern für Kunden, bedient ein 

einziges System unterschiedliche Zielgruppen 

mit angepasstem Informationsumfang.

Einen RAG-Agenten produktiv einzusetzen, ist 

die eine Herausforderung — seine Antwort-

qualität über die Zeit systematisch sicher-

zustellen, die andere. Da KI-Agenten bei iden-

tischer Eingabe unterschiedliche, aber 

gleichermaßen korrekte Antworten erzeugen, 

greifen klassische Softwaretests zu kurz. Die 

folgende Evaluationsmethodik wurde ent-

wickelt, um genau diese Lücke zu schließen.
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Der Übergang vom Prototyp zum Produktiv-

system ist für KI-Agenten eine kritische Phase. 

Ohne systematische Evaluation bleibt die Ant-

wortqualität intransparent und Qualitätsrück-

gänge nach Änderungen werden erst durch 

Nutzerbeschwerden sichtbar. Eine automati-

sierte Evaluations-Pipeline mit LLM-basierter 

Bewertung, drei komplementären Datensätzen 

und einem geschlossenen Regressions-Kreis-

lauf stellt die Qualität eines RAG-Agenten kon-

tinuierlich und nachvollziehbar sicher.

3. Qualitätssicherung von KI-
Agenten
3.1. Systematische Evaluation durch LLM-as-
Judge und Regressionserkennung

Ein RAG-basierter KI-Agent erzeugt bei identi-

scher Eingabe unterschiedliche, aber gleicher-

maßen korrekte Antworten. Klassische Soft-

waretests, die exakte Ausgaben prüfen, 

greifen hier zu kurz. Offene Antwortformate, 

mehrstufige Verarbeitung und Kontextabhän-

gigkeit erfordern stattdessen semantisches 

Urteilsvermögen: Nicht die wortgenaue Über-

einstimmung zählt, sondern ob eine Antwort 

inhaltlich korrekt, vollständig und relevant ist. 

Die Lösung liegt in einer Kombination aus 

automatisierter LLM-Bewertung, strukturier-

ten Datensätzen und kontinuierlicher Regres-

sionserkennung.

3.2. Evaluation nicht-deterministischer Systeme

3.3. Evaluation-Infrastruktur
Die Evaluations-Pipeline setzt auf sechs spezi-

alisierte Metriken auf Basis des DeepEval-

Frameworks [10], wobei zentrale Konzepte wie 

Faithfulness und Answer Relevancy auf dem 

RAGAS-Framework [9] aufbauen:

Metrik Prüft Typ

Correctness Faktische Richtigkeit der Antwort Referenzbasiert

Completeness Vollständigkeit gegenüber der erwarteten Antwort Referenzfrei

Answer Relevancy Relevanz zur gestellten Frage Referenzfrei

Fluency Sprachliche Qualität (Deutsch) Referenzfrei

Faithfulness Faktentreue gegenüber den abgerufenen Quellen Referenzfrei

Chat History Usage 
Nutzung des Gesprächsverlaufs 

bei Mehrturn-Dialogen
Referenzfrei

3.4. Drei-Datensatz-Strategie

Eine einzelne Testsammlung kann nicht gleich-

zeitig Integrationstest, Abdeckungstest und 

Regressionstest sein. Daher setzt die Evaluation 

auf drei komplementäre Datensätze:

Diese Auswahl folgt der 5-Metrik-Regel: Weni-

ge, gezielte Metriken liefern ein klareres Signal 

als eine Vielzahl redundanter Bewertungen 

[10]. Die Kombination aus referenzbasierten 

und referenzfreien Metriken ermöglicht so-

wohl den Abgleich mit erwarteten Antworten 

als auch die Bewertung von Aspekten, die kei-

ne Referenzantwort erfordern.

Langfuse [8] dient als zentrale Plattform für 

Experimente und Tracing. Ein asynchroner 

Evaluierungsmotor ruft für jedes Datensatz-

Element die RAG-Pipeline auf und bewertet die 

Antwort gegen alle sechs Metriken. Als Bewer-

tungsmodell kommt bewusst Mistral zum Ein-

satz, ein anderes Modell als das Generierungs-

modell. Diese Trennung verhindert die 

nachgewiesene Tendenz von Sprachmodellen, 

eigene Ausgaben systematisch besser zu be-

werten [5][6][11].

Der Integrationsdatensatz prüft mit ca. fünf 

Elementen pro Quelle, ob alle Systemkompo-

nenten korrekt zusammenarbeiten (PIM, ERP, 

FAQ, Handbücher, Eskalation, Chat-History), 

und enthält bewusst auch Grenzfälle. Der 

Abdeckungsdatensatz testet alle Benutzer-

Fragetypen (Produktempfehlung, Vergleich, 

Kaufberatung, Support, Retoure, Lieferung) 

und folgt der empfohlenen Verteilung von 

60-70% typischen Anfragen, 15-20% Grenz-

fällen und 10-15% adversarialen Eingaben [11]. 

Der Goldstandard enthält 60-80 Frage-Ant-

wort-Paare, bei denen die Antwort des Modells 

von Fachexperten als sehr gut bzw. perfekt 

validiert wurden, verteilt über alle Datenquellen 

und Fragetypen [5][7].

Die drei Datensätze ergänzen sich: Während 

der Goldstandard prüft, dass gute Antworten 

gut bleiben, decken die Abdeckungsdaten-

sätze neue Fehlermodi und Randszenarien auf.

Datensatz Umfang Qualitätsanspruch Prüft

Funktionale 

Integration
~30 Elemente Gemischt, inkl. Grenzfälle

Funktionieren alle Datenquellen 

und Tools?

Fragetyp-

Abdeckung
~35 Elemente Gemischt, inkl. Grenzfälle

Werden alle Benutzer-

Fragetypen abgedeckt?

Regressions-

Goldstandard
60-80 Elemente Alle human-validiert (0,9-1,0) Hat sich etwas verschlechtert?
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3.6. Regressionserkennung und Evaluierungs-
Kreislauf
Die Erkennung von Qualitätsrückgängen er-

folgt auf drei Ebenen: Absolute Schwellenwer-

te definieren Mindestwerte pro Metrik (z.B. 

kein Goldstandard-Element unter 0,7, Gesamt-

durchschnitt maximal 5% unter Baseline). Ein 

relativer Vergleich stellt zwei Evaluierungs-

durchläufe gegenüber, berechnet Deltas und 

visualisiert Veränderungen. Element-Tracking 

verfolgt, welche spezifischen Frage-Antwort-

Paare sich zwischen Versionen verändert 

haben, und identifiziert Muster in den Regres-

sionen.

Die Datensätze wachsen dabei kontinuierlich 

durch einen geschlossenen Kreislauf [7][12]: 

Fehler werden als neue Testfälle in die Abde-

ckungsdatensätze aufgenommen. Nach Be-

hebung und menschlicher Validierung steigen 

bestätigte Korrekturen in den Goldstandard 

auf. So wächst die Testabdeckung organisch 

mit dem System mit.

Dieses Whitepaper hat drei zentrale Facetten 

des Einsatzes von KI-Agenten in der Praxis 

beleuchtet: MCP-basierte Integration hetero-

gener Systeme, RAG-gestützten Wissens-

zugang im Kundenservice und systematische 

Qualitätssicherung durch LLM-as-Judge und 

Regressionserkennung. Zusammen bilden sie 

einen durchgängigen Ansatz — von der Archi-

tekturentscheidung über den produktiven 

Betrieb bis zur kontinuierlichen Qualitätskon-

trolle.

Drei Erkenntnisse sind dabei branchenüber-

greifend übertragbar:

• Augmentieren statt ersetzen: KI-Agenten 

ersetzen weder bestehende Systeme 

noch menschliche Expertise. Sie schaffen 

eine intelligente Schicht darüber, die Zu-

gang, Nutzung und Qualität verbessert. 

Im Bildungsbereich verbinden sie Portale, 

im Kundenservice vereinen sie Wissens-

quellen, und in der Evaluation übernehmen 

sie die Rolle menschlicher Gutachter für 

skalierbare Bewertungen.

• Architektur folgt Herausforderung: MCP 

eignet sich für die Integration hetero-

gener Systeme mit standardisierten 

Schnittstellen. RAG ist der richtige An-

satz, wenn tiefes Domänenwissen aus un-

strukturierten Quellen zugänglich ge-

macht werden soll. Die Wahl der Archi-

tektur hängt vom konkreten Problem ab, 

nicht von der Technologie.

• Evaluation ist keine Option, sondern Vor-

aussetzung: Nicht-deterministische Sys-

teme erfordern nicht-deterministische 

Testmethoden. Wer einen KI-Agenten 

produktiv betreibt, ohne seine Antwort-

qualität systematisch zu messen, fliegt 

blind. Der geschlossene Evaluierungs-

Kreislauf — von der automatisierten Be-

wertung über die Regressionserkennung 

bis zur Goldstandard-Validierung — ist 

integraler Bestandteil jedes produktions-

reifen Systems.

Die vorgestellten Ansätze sind nicht auf die 

beschriebenen Domänen beschränkt. Jede 

Organisation, die mit fragmentierten System-

landschaften, verteiltem Fachwissen oder der 

Qualitätssicherung KI-gestützter Prozesse zu 

tun hat, kann von den hier beschriebenen Mus-

tern profitieren.

Der Blick nach vorne zeigt weitere Entwicklun-

gen: Die Reifung von MCP als branchenüber-

greifender Standard wird die Interoperabilität 

von KI-Agenten mit bestehenden Systemen 

weiter vereinfachen. Multi-Agenten-Systeme, 

bei der spezialisierte Agenten komplexe Auf-

gaben arbeitsteilig lösen, wird neue Anwen-

dungsfälle erschließen. Und die Weiterent-

wicklung von LLM-as-Judge-Methoden wird 

die Kluft zwischen automatisierter und 

menschlicher Bewertung weiter verringern.

3.7. Fazit
Die Qualitätssicherung eines RAG-basierten 

KI-Agenten erfordert einen grundlegend ande-

ren Ansatz als klassische Softwaretests. LLM-

basierte Bewertungssysteme übernehmen die 

Rolle menschlicher Gutachter und prüfen 

Korrektheit, Vollständigkeit und Relevanz nach 

definierten Bewertungskriterien. Die Drei-

Datensatz-Strategie trennt funktionale Inte-

gration, Fragetyp-Abdeckung und Regressi-

onserkennung sauber voneinander. Zusam-

men mit dem Evaluierungs-Kreislauf, der Pro-

duktionsfehler systematisch in neue Testfälle 

überführt, entsteht ein System, das sich konti-

nuierlich selbst verbessert.

4. Zusammenfassung und Ausblick3.5. LLM-as-Judge: Automatisierte Qualitäts-
bewertung
Die Evaluation folgt einer dreistufigen Bewer-

tungshierarchie [5][6][7]: Wo möglich, kom-

men deterministische, codebasierte Prüfun-

gen zum Einsatz (Stufe 1). Für semantische 

Qualitätsdimensionen wie Korrektheit und 

Vollständigkeit übernimmt LLM-basierte Be-

wertung (Stufe 2). Menschliche Bewertung 

(Stufe 3) ist der periodischen Kalibrierung und 

der Goldstandard-Validierung vorbehalten.

Vier Designentscheidungen sichern die Zuver-

lässigkeit der automatisierten Bewertung:

1. Modell-Trennung: Das Bewertungsmodell 

(Mistral) unterscheidet sich vom Gene-

rierungsmodell, um systematische Eigen-

verzerrung zu eliminieren [5][6][11].

2. Kategorische Skalen: Diskrete statt konti-

nuierlicher Bewertungsskalen, da Sprach-

modelle bei feingranularen Skalen inkon-

sistenter bewerten [10][11].

3. Detaillierte Kriterien: Jede Metrik definiert 

spezifische Kriterien. Das Bewertungs-

modell formuliert zunächst eine Begrün-

dung, bevor es eine Bewertung abgibt [5].

4. Periodische Kalibrierung: Fachexperten 

prüfen regelmäßig eine Stichprobe der au-

tomatisierten Bewertungen, mit dem Ziel 

einer Übereinstimmung von 80-90% [8].
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